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摘 要 以黄河三角洲地区为实验区域，利用实测的土壤全盐含量数据，结合中国产的中巴地

球资源卫星 02B( CBERS-02B) 多光谱遥感影像，分别应用传统的多元线性回归模型和 BP 人
工神经网络模型，对其进行含盐量反演建模，并对 2 种模型的精度进行比较 ． 实验表明，应用
BP 人工神经网络建模，明显改善了反演精度; 且该反演模型更适宜于高盐度区域( 全盐含量 ＞
1% ) 土壤含盐量反演制图，具有较好的应用前景 ．
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Quantitative retrieval of soil salt content based on
remote sensing in the Yellow River delta
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Abstract The Yellow River delta is rich in land resource，but serious soil salinization affects local
agricultural production and poses a threat to stability of ecological environment． The traditional
multiple linear regression model and the BP artificial neural network model were both used to derive
the soil salinity in the Yellow River delta based on the home-made CBERS-02B multispectral
images． It is found that the BP artificial neural network model performs much better than the
multiple linear regression model in inversing soil salinity，especially for heavy saline soil area．
Key words salinity; Yellow River delta; CBERS-02B; quantitative remote sensing inversion
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盐渍土既是一种广泛分布的资源，又是主要

的环境灾害 ．盐渍化不仅会引起土壤板结、肥力下
降，还会造成资源破坏、农业生产损失，严重威胁
生物圈和生态环境［1-2］． 作为土地退化的主要表
现形式，土壤盐渍化已经成为一个全球性的生态

问题［3-4］．据统计，全球有 9. 52 × 108 km2的土地受

到不同程度的盐渍化［5］，其中每年大约有 1 × 105

km2土地因盐渍化而废弃［6］．
获取有关盐化土壤的性状、范围、面积、地理

分布及盐化程度等方面的实时、可靠的信息，对
治理盐渍化土壤，防止其进一步退化和农业的可

持续发展至关重要 ．而遥感以其宏观、综合、动态、
快速等特点，已成为监测土壤盐渍化的一种新的

探测手段［7］．
国外利用卫星遥感监测土壤盐渍化始于 20

世纪 70 年代，伴随着遥感数据的光谱、时间、空间
分辨率的不断提高，遥感数据源更加丰富，方法日

趋成熟，不同类型遥感数据在土壤盐渍化监测中

获得广泛运用［8-17］: Everitt 等使用窄波段摄像仪
对美国 Texas 地区的盐渍化土壤进行了研究［8］．
Wiegand 等使用彩红外摄影和覆盖 0. 84 ～ 0. 85、
0. 64 ～ 0. 65、0. 54 ～ 0. 55 μm 的三波段摄像机( 空
间分辨率为 3. 4 m ) 针对土壤盐渍化对棉花的影
响进行了分析并制图研究 ．结果表明，彩红外合成
和红窄波段图像比近红外和绿窄波段更适合于高

精度的研究［9］． Dwivedi 等用不同的图像变换方法
( 如 PCA、HIS、影像差值和比值法等) 来研究盐化
土壤的动态变化，取得了较好的效果［10］． Rao 等
研究发现: 与一般耕地相比，盐分含量较高的土壤

在可见光和近红外波段的光谱响应较强; 而且土

壤的盐分含量越高，光谱响应越强; 但在红光和绿

光波段，地面植被会影响含盐土壤的光谱响

应［11］． Dehaan 等利用 Hymap 高光谱影像，成功绘
制了澳大利亚 Murray 盆地土壤盐碱化分布图 ． 结
果发现，在高度盐化土壤区域，圣彼得草和

seablite 草是最重要的土壤盐化指示器，使用光谱
角制图( SAM ) 、匹配滤波( MF ) 以及光谱特征拟
合( SFF) 技术，同时生成了该区域的土壤盐化指
示器分布图［15］．
近年来，中国学者在土壤盐渍化方面也有不

少研究: 彭望琭等研究发现 K-T 变换作为多光谱
空间的线性变换可以提高盐渍土的判读分析效

果［18］．陈述彭等将影像差值后假彩色合成，并将

Wallis 变换等方法应用到盐碱土信息提取试验研
究中［19］．邓小炼等使用 TM 遥感影像，利用光谱
分析和图像处理相结合的方法，参考地理数据，采

用神经网络亚像元分类( 光谱端元) 提高了分类

精度［20］; 亢庆等基于 SPOT、ASTER 多平台多波段
遥感数据和 DEM、土壤样品分析数据等多源数
据，采用光谱角度制图的遥感图像分类方法对实

验区土地盐渍化程度进行了分级制图，该方法对

常规数据的依赖性较小，适于西部干旱地区的土

地盐渍化快速监测和评估［21］．
本文以黄河三角洲地区为研究区域，对该地

区部分区域进行土壤采样，并将样本点带回实验

室测定其土壤中的可溶性全盐含量，建立实测的

全盐含量与 CBERS-02B 卫星反射率数据之间的
反演模型，并针对多元线性回归模型的不足，尝试

建立 BP 人工神经网络模型来解决土壤盐分含量
的遥感反演问题 ． 反演试验表明，基于 CBERS-
02B 卫星数据，应用 BP 人工神经网络建立的反演
模型，可明显改进反演精度，并更适宜于高盐度区

域的土壤含盐量反演制图 ．

1 研究区域与数据

黄河三角洲位于山东省东营市东北部，它以

垦利县宁海为轴点，北起套尔河口，南至淄脉河

口，呈向东扩展的扇状地形，海拔高程低于 15 m，
面积达 5450 km2，是中国最年轻的陆地［22］． 该地
区属暖温带半湿润季风气候区，多年平均降水量

600 mm，多年平均蒸发量 1944 mm，蒸降比为
3∶ 1，成土母质主要是河流冲积物和海积物( 盐渍
淤泥) ［22-23］．该地区受海潮侵蚀的广大滩涂，土壤
含盐量高 ． 随着地势的升高，当海拔在 3 m 以上
时，地表含盐量减少，有机质增加［24］．
本研究采用的数据主要有

1 ) 野外实测盐分数据
设计了 70 个采样点，采样点的时间为 2008

年 10 月 25—28 日 4 天，与遥感影像的获取时间
基本同步 ．每个采样点都用 GPS 导航仪记录其位
置坐标，使用土壤电导率仪 EC3000 测量采样点
土壤的电导率，并随机取 20 个采样点的土壤带回
实验室，分析其总可溶性全盐含量，建立这 20 个
采样点的可溶性全盐含量与电导率的关系，如图

1 所示 ．土壤中可溶性全盐含量与电导率的关系
式如下:
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y = 0 ． 1388x， ( 1 )
式中，y 表示土壤的可溶性全盐含量，单位为% ;
x 表示实测的土壤电导率 ． 该式的回归系数 R2达

到 0. 8789，表明用此公式进行反演的可信程度
高 ．用该式反演剩余 50 个采样点的可溶性全盐含
量，就得到全部 70 个采样点的可溶性全盐含量 ．

图 1 实测 20 个采样点可溶性全盐

含量与电导率的关系

Fig. 1 Relation between the soluble salt content and

electrical conductivity at the twenty sampling points

将得到的 70 个样本点的含盐量数据分为 2

个部分: 一部分为训练样本，将其带入模型中进行

模型的训练，最终建立反演模型; 另一部分为测试

样本，用来检测模型的精度 ．建立模型所用的训练
样本不宜过少，否则模型的代表性和反演精度就

会受到影响; 测试样本的数量也不宜过少，否则精

度检验的可信度就会降低 ． 因此本文随机选取了
50 个样本点的盐分数据作为训练样本，剩余的 20

个样本点的盐分数据作为测试样本，用来进行模

型的精度检验 ．
2 ) 中巴地球资源卫星 02B ( CBERS-02B ) 卫

星遥感影像数据

中巴地球资源卫星 02B( CBERS-02B) 卫星发
射于 2007 年 9 月 19 日，该卫星搭载了 CCD 相
机、高分辨率相机( HR ) 、宽视场成像仪( WFI ) 3

种传感器，是中国迄今为止空间分辨率最高的民

用资源卫星［25］． CBERS-02B 卫星所携带的高分
辨率全色谱段相机( HR ) 分辨率为 2. 36 m、多光
谱 CCD 相机分辨率为 19. 5 m［26］．

本研究采用 2008 年 10 月 27 日无云覆盖的
CBERS-02B 多光谱影像，对其进行裁切，并进行
大气辐射校正、几何精校正等预处理 ．前人研究表
明，对 CBERS CCD 影像进行大气辐射校正，主要
有辐射传递方程计算方法、野外波谱测试回归分
析法和多波段影像对比分析法等，前 2 种方法由
于在实际操作中比较困难，一般很少使用; 多波段

间的对比分析法包括直方图平移法和回归分析

法，是实践中常用的方法［27］． 因此本文采用直方
图平移法对 CBERS-02B 影像的 4 个多光谱波段
进行大气校正，得到这 4 个波段的反射率图像 ． 然
后运用比例尺为 1 ∶ 50000 的地形图，对影像进行
几何精校正，校正后总体误差小于 0. 5 个象元，经
预处理后的图像及其采样点分布如图 2 所示 ．

图 2 校正后的 CBERS-02B 影像及采样点分布
Fig. 2 Corrected image of CBERS-02B and

distribution of the sampling points

2 方法

2. 1 特征波段的选择
为了选择出能够定量反演研究区域土壤含盐

量的特定的光谱反射率波段，从以下几个方面对

4 个光谱波段反射率数据和对应的土壤含盐量数
据关系进行了分析 ．
将 CBERS-02B 遥感影像 4 个波段的反射率

数据，与 50 个训练样本点的含盐量数据进行相关
分析，分析结果见表 1． 由表 1 可以看出，土壤含
盐量与对应遥感影像反射率呈正相关，第 1、2、3
波段反射率与含盐量的相关性较好，明显高于第

4 个波段的相关性 ．
为了进一步研究不同遥感影像反射率数据对

土壤含盐量的敏感程度，需要进行诊断指数的计

算 ．本文所用的诊断指数，主要用于研究 CBERS-
02B 多光谱反射率数据对土壤含盐量的敏感程度
的差异 ．诊断指数( Pi ) 的计算公式如下:

Pi = σ i × Ri， ( 2 )
其中，σ i为波段 i 反射率数值的均方差; Ri为波段

i 反射率值与土壤盐分含量之间相关系数 ． 诊断
指数最大时所对应的波段，即为土壤含盐量的诊

断和特征波段，具体结果如表 2、表 3 所示 ．
由表 1、表 2、表 3 可见，CBERS-02B 遥感影

像 1、2、3 波段反射率的相关系数、均方差和诊断
指数都明显比第 4 波段的大，说明 CBERS-02B 遥
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感影像 1、2、3 波段的反射率对土壤盐分信息最为
敏感，因此，这 3 个波段的反射率最适合于反演研
究区盐渍土的可溶性全盐含量 ．

表 1 CBERS-02B 各个波段反射率与土壤

含盐量相关系数

Table 1 Correlation coefficients for reflectivities

of CBERS-02B's bands

波段名称 Band1 Band2 Band3 Band4

Ri 0. 847 0. 840 0. 859 0. 587

表 2 CBERS-02B 各个波段反射率

的诊断指数

Table 2 Diagnostic indexes for reflectivities of

CBERS-02B's bands

波段名称 Band1 Band2 Band3 Band4

Pi 40. 488 39. 876 39. 267 28. 060

表 3 CBERS-02B 各个波段反射率的均方差

Table 3 Mean square errors for reflectivities of

CBERS-02B's bands

波段名称 Band1 Band2 Band3 Band4

σ i 47. 802 47. 472 45. 712 20. 017

2. 2 多元线性回归模型的建立与应用
2. 2. 1 多元线性回归模型
回归分析是一种传统的应用性较强的科学方

法，是现代应用统计学的一个重要的分支，在各个

科学领域都得到了广泛的应用 ． 它不仅能够把隐
藏在大规模原始数据群体中的重要信息提炼出

来，把握住数据群体的主要特征，还可以利用关系

式，由一个或多个变量值去预测和控制另一个因

变量的取值，从而知道这种预测和控制达到的程

度，并进行因素分析［28］．

设变量 Y 与变量 X1，X2，…，Xp间有线性关

系:

Y = β0 + β1X1 + β2X2 + … + βPXP + ε，( 3 )

其中，ε∈N ( 0，σ2 ) ; β0，β1，…，β p和 σ2是未知参

数; p ＞ 2 ． 称模型( 3 ) 为多元线性回归模型 ．
2. 2. 2 模型的建立与应用
本研究利用 SPSS 软件，将 50 个训练样本点

含盐量数据与同时期的 CBERS-02B 第 1、2、3 波
段的反射率数据进行多元线性回归模拟，得到如

下回归方程:

y = － 0 ． 886 + 0 ． 004r + 0 ． 005g + 0 ． 005b，
( 4 )

其中，y 表示土壤可溶性全盐含量，r、g、b 分别代
表 CBERS-02B 卫星 BAND1，BAND3，BAND2 3 个
波段的反射率 ．
本文通过以下几个表格的参数对该多元线性

回归方程进行检验 ．
1 ) 模型概述表 表 4 为模型概述表，该表这

列出了方程的复相关系数 R，测定系数 R2，调整

的测定系数，估计的标准误差 ． 测定系数 R2用来

测定多元线性回归的拟合程度 ． 当回归效果特别
好时，R2应近似于 1 ． 本研究中，多元线性回归模
拟得到的 R2 = 0. 846，因此该方程的回归效果较
好 ．

表 4 模型概述表
Table 4 Summary of the model

模型
复相关

系数 R

测定系

数 R2

调整的测

定系数 R2

估计的标

准误差

多元线性回归模型 0. 920 0. 846 0. 836 0. 233

2 ) 方差分析表 表 5 为方差分析表，该表列
出了平方和、自由度、均方、F 值及对 F 的显著性
检验 ．本表中 sig = 0. 000 ＜ 0. 05，可以认为所建立
的回归方程有效 ．

表 5 方差分析表
Table 5 ANOVA table

多元线性

回归模型
平方和 自由度 均方 F sig

回归 13. 649 3 4. 565 83. 968 0. 000

残差 2. 501 46 0. 054

总计 16. 195 49

3 ) 回归系数表 表 6 为回归系数表，该表列
出了常数及非标准化回归系数的值及标准化的回

归系数，同时对其进行显著性检验 ．该表中 3 个自
变量的 sig 值均 ＜ 0. 05，可以认为这 3 个自变量对
因变量均有显著影响，可以建立方程 ．
通过以上分析表明，本研究中所建立的回归

方程显著 ．
2. 2. 3 模型的精度分析
我们利用建立的多元线性回归模型 ( 公式

4 ) ，对剩余的 20 个测试样本点的土壤盐分全盐
含量进行反演，反演结果见表 7．
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表 6 回归系数表
Table 6 Regression coefficients

多元线性

回归模型

非标化系数 标化系数

B 标准差 β
T sig

常数

Band1

Band3

Band2

－ 0. 886

0. 004

0. 005

0. 005

0. 172

0. 001

0. 001

0. 001

0. 263

0. 404

0. 409

－ 5. 157

4. 090

3. 738

3. 926

0. 000

0. 000

0. 001

0. 000

由表 7 可见，用多元线性回归模型预测得到
的结果中，最大的相对误差达到了 195. 11%，最

小的相对误差为 － 7. 65%，并且近 50%的样本点
的误差和相对误差较大( 大于 50% ) ． 说明基于
CBERS-02B 遥感影像，利用建立的多元线性回归
模型反演土壤含盐量的精度较低 ． 这主要是因为
土壤光谱是诸多因素作用的结果，土壤含盐量的

反演比较复杂，不是一个简单的线性问题 ． 而 BP
神经网络作为近年来发展起来的一门新兴学科，

主要特点就是具有很强的非线性映射能力 ．因此，
BP 神经网络模型可以为土壤含盐量的反演，提供
一种新的方法和手段［29］．

表 7 使用多元线性回归模型的土壤盐分含量反演结果
Table 7 Soil salt content extracted using the multiple linear regression model

样点

编号

实测土壤盐

分含量 /%

预测土壤盐

分含量 /%
误差 /%

相对误

差 /%

样点

编号

实测土壤

盐分含量 /%

预测土壤

盐分含量 /%
误差 /%

相对误

差 /%

1 0. 982704 0. 629 － 0. 35 － 35. 99 11 1. 009076 1. 516 0. 51 50. 24

2 1. 456330 1. 584 0. 13 8. 77 12 0. 288064 0. 083 － 0. 21 － 71. 19

3 1. 360112 1. 256 － 0. 10 － 7. 65 13 0. 816144 0. 050 － 0. 77 － 93. 87

4 1. 552680 1. 347 － 0. 21 － 13. 25 14 1. 199232 0. 569 － 0. 63 － 52. 55

5 0. 267393 0. 541 0. 27 102. 32 15 0. 514950 0. 380 － 0. 13 － 26. 21

6 1. 068760 0. 686 － 0. 38 － 35. 81 16 0. 179885 0. 082 － 0. 10 － 54. 42

7 0. 732864 0. 823 0. 09 12. 30 17 0. 205008 0. 605 0. 40 195. 11

8 1. 360112 1. 256 － 0. 10 － 7. 65 18 0. 537156 0. 043 － 0. 49 － 91. 99

9 1. 617148 1. 849 0. 23 14. 34 19 0. 229575 0. 079 － 0. 15 － 65. 59

10 1. 360175 1. 081 － 0. 28 － 20. 52 20 1. 448432 0. 877 － 0. 57 － 39. 45

2. 3 BP 神经网络模型的建立与应用
2. 3. 1 BP 神经网络基本原理
人工神经网络( ANN) 具有很强的非线性映射

能力，因而为土壤盐分含量的反演提供了一种新

的方法和手段［30-31］． BP 神经网络是一种多层前馈
神经网络，采用后向传播学习算法，是目前应用最

多也是最成功的神经网络之一 ． 该算法的中心思
想是调整权值使网络总误差最小，通过把学习的

结果反馈到中间层次的隐含层单元，改变它们的

权系数矩阵，从而达到预期的学习目的［32-34］．
2. 3. 2 模型的建立与应用
本研究利用 MATLAB 软件进行 BP 神经网络

的结构设计，CBERS-02B 影像反射率数据的
BAND1、BAND2 和 BAND3 反射率数据作为网络
的输入，将 50 个训练样本的土壤可溶性全盐含量
数据作为网络的输出 ．
在设计 BP 神经网络时，考虑到本文反演盐渍

土含盐量的实际问题，使用单隐含层即可达到建

立模型的要求 ．相对于隐含层数的选择，隐含层神
经元个数的选择更为复杂 ． 在选择隐含层神经元
时，如果选择的个数过少，会造成局部极小值，难

以训练，容错性差; 如果选择的个数过多时又增加

了网络的复杂度和训练时间，其误差也不一定最

佳［35］．本研究的隐含层节点数的确定采用逐步增
长法，即先从一个较简单的网络开始，隐层单元数

设置为 2 个，如不符合要求则逐步增加隐层节点
数，直到合适为止 ． 为了确定最佳的隐含层节点
数，分别计算了当其网络参数相同、且最大训练次
数都为 105 次而隐含层节点数不同情况下，训练

样本的决定系数 R2和均方根误差 RRMSE ( 见表 8 ) ．
通过反复试验，并综合考虑时间效率和模拟

效果，隐含层的节点数确定为 14 个 ． 在进行网络
训练之前，对神经网络的输入和输出数据进行归

一化和标准化处理，以加快网络的训练速度，并将

期望误差设置为 0. 001．测试样本的神经网络模型
模拟结果见表 9．
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表 8 不同隐含层节点数情况下训练样本的 R2和 RRMSE

Table 8 RRMSE and R2 of the training samples with different node numbers in the hidden layer

隐含层节点数 2 3 4 5 6 7 8 9 10

R2 0. 8411 0. 8457 0. 8497 0. 8524 0. 8543 0. 8982 0. 9625 0. 9910 0. 9630

RRMSE 0. 1783 0. 1757 0. 1734 0. 1718 0. 1707 0. 1427 0. 0867 0. 0425 0. 0861

隐含层节点数 11 12 13 14 15 16 17 18 19

R2 0. 9481 0. 9918 0. 9883 0. 9950 0. 9950 0. 9762 0. 9950 0. 9950 0. 9950

RRMSE 0. 1019 0. 0405 0. 0483 0. 0316 0. 0316 0. 0690 0. 0316 0. 0316 0. 0316

表 9 测试样本的 B 并 P 人工神经网络预测结果
Table 9 Soil salt content extracted using the BP artificial neural network model

样点

编号

实测土壤

盐分含量 /%

预测土壤

盐分含量 /%
误差 /%

相对误

差 /%

样点

编号

实测土壤

盐分含量 /%

预测土壤

盐分含量 /%
误差 /%

相对误

差 /%

1 0. 982704 1. 0321 0. 05 5. 03 11 1. 009076 1. 0819 0. 07 7. 22

2 1. 456330 1. 4861 0. 03 2. 04 12 0. 288064 0. 2806 － 0. 01 － 2. 59

3 1. 360112 1. 2754 － 0. 08 － 6. 23 13 0. 816144 0. 1093 － 0. 71 -86. 61

4 1. 552680 1. 5671 0. 01 0. 93 14 1. 199232 1. 1600 － 0. 04 － 3. 27

5 0. 267393 0. 1088 － 0. 16 － 59. 31 15 0. 514950 0. 3008 － 0. 21 － 41. 59

6 1. 068760 0. 7854 － 0. 28 － 26. 51 16 0. 179885 0. 1942 0. 01 7. 96

7 0. 732864 0. 7336 0. 00 0. 10 17 0. 205008 0. 3938 0. 19 92. 09

8 1. 360112 1. 2754 － 0. 08 － 6. 23 18 0. 537156 0. 1054 － 0. 43 － 80. 38

9 1. 617148 1. 6428 0. 03 1. 59 19 0. 229575 0. 1052 － 0. 12 － 54. 18

10 1. 360175 1. 3799 0. 02 1. 45 20 1. 448432 0. 7613 － 0. 69 － 47. 44

由表 9 可以看出，BP 神经网络模型反演的土
壤盐分含量，最大的相对误差为 92. 09%，最小相
对误差为 0. 1%，与多元线性回归模型相比，BP
神经网络模型反演精度有了明显提高，其中 60%
的样本点反演结果相对误差小于 10%，在这些相
对误差小于 10%的点中，含盐量大于 1% 的点占
大部分，达到了 2 /3． 当含盐量小于 1%时，BP 神
经网络反演结果误差较大，最高可达 90% 以上，
说明利用 CBERS-02B 多光谱遥感影像，更加适合
反演高盐度区域的土壤含盐量 ． 将 BP 神经网络
的反演结果与多元线性回归模型的反演结果进行

比较，如图 3 所示 ．
由图 3 中 2 种模型反演结果的对比发现，BP

神经网络模型反演的盐分含量值，与多元线性回

归模型反演的盐分含量值相比，其绝大多数样本

点的预测值更接近真实的土壤盐分含量值，BP 神
经网络模型的预测效果要远远优于多元线性回归

模型 ．可见，由于 CBERS-02B 遥感影像反演土壤
含盐量属于非线性问题，因此多元线性回归模型

显得明显不足，而 BP 神将网络模型取得了较好

的效果 ． BP 神经网络模型具有很强的非线性拟合
能力，在模拟遥感影像特征与土壤盐分含量之间

这种比较复杂的关系上具有很大优势 ．

图 3 2 种模型反演结果的比较
Fig. 3 Comparison of inversion results

between the two models

用 BP 神经网络模型反演出整个研究区域的
土壤盐分含量见图 4．由图 4 可明显看出，离海区
域越近，含盐量越大( 注: 对水域、村庄等地进行
掩膜，村庄和水域均用白色表示) ，结果符合研究

区的实际情况，说明选择合适的反演模型，应用

CBERS-02B 多光谱遥感影像反演土壤含盐量是
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可行的 ．

图 4 应用 BP 人工神经网络方法反演

黄河三角洲地区土壤含盐量结果图

Fig. 4 Map of soil salt content inversed using the

BP network model in the Yellow River delta

3 结论与分析

本文通过研究与分析，获得以下结论 ．
1 ) 用 CBERS-02B 卫星影像第 1、2、3 波段的

反射率与土壤全盐含量数据，建立多元线性回归

模型，通过对模型方程的方差分析及对回归系数

的显著性检验发现，所建立的多元线性回归方程

显著; 但由于遥感影像特征与土壤全盐盐分含量

之间存在较复杂非线性关系，因此据其所建立的

统计模型对土壤全盐盐分含量的反演精度不够理

想 ．
2 ) 应用 BP 神经网络模型反演的土壤全盐盐

分含量，最大的相对误差为 92. 09%，最小相对误
差为 0. 1%，与多元线性回归模型相比，BP 神经
网络模型反演精度有了明显提高 ．另外，当含全盐
含量较大时( 大于 1. 0% ) ，BP 神经网络反演结果
误差大部分小于 10% ; 当含全盐含量较小时( 小
于 1% ) ，BP 神经网络反演结果误差较大，最高可
达 90%以上 ． 说明利用 CBERS-02B 遥感影像更
加适合反演高盐度区域的土壤全盐含量 ．

3 ) 利用 BP 神经网络模型，定量反演黄河三
角洲地区的土壤可溶性全盐含量，得到该地区的

土壤全盐含量分布图 ． 该盐分分布图符合研究区
土壤盐分分布的实际状况，因此该方法为快速、准
确、定量的反演黄河三角洲地区土壤可溶性全盐
含量提供了可能 ．
此外，本研究中建立的模型只考虑了土壤全

盐含量与对应的遥感图像的反射率的关系，但盐

渍土的全盐含量受多种因素影响，如地下水埋深、

地下水矿化度、地形、气候等 ． 研究中若能加入其
他影响因素建立模型，得到的反演结果将会更加

合理与准确，这也是未来进一步研究的方向 ．
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